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SZTUCZNE SIECI NEURONOWE W MODELOWANIU
ZJAWISK ZACHODZACYCH NA RYNKU NIERUCHOMOSCI

Streszczenie:  Celem  referatu jest zastosowanie sztucznych — sieci
neuronowych do analizy zjawisk zachodzqcych na rynku nieruchomosci.
Szczegolnie istotnym zagadnieniem zwigzanym z tym rynkiem jest proces
wyceny nieruchomosci, dlatego podjeto probe zastosowania sieci
neuronowych do przewidywania cen nieruchomosci. Problem ten zostal
potraktowany jako zagadnienie klasyfikacji nieruchomosci do jednej z grup
cenowych. Badania zostaly przeprowadzone na podstawie danych
empirycznych pochodzgcych z lokalnego rynku mieszkaniowego. Do
klasyfikacji obiektow zastosowano jednokierunkowe sieci wielowarstwowe.

APPLICATION OF THE ARTIFICIAL NEURAL NETWORKS TO THE
REAL ESTATE MARKET ANALYSIS

Abstract: The aim of the paper is the application of the artificial neural
networks to analysis the economic phenomena which take place in the real
estate market. One of the most important issue related to the market is the
estimation of real estate price. That is the reason why it was decided to
attempt of neural networks in order to foresee real estate prices. The
investigation is provided on the basis of the empirical data from local
apartment market. The apartments were classified to one of the price
groups. For classification of objects feedforwards networks were used.

Stowa kluczowe: sztuczne sieci neuronowe, metody klasyfikacji, rynek
nieruchomosci, wycena nieruchomosci

Keywords: artificial neural networks, classification methods, real estate
market, estimation of real estate price

1. WPROWADZENIE

W dobie nieustannie rosngcej ilosci informacji, a co za tym idzie coraz wigkszego
zapotrzebowania na systemy ich przetwarzania, przy jednoczesnym wysokim rozwoju
mozliwosci technicznych, duza popularno$¢ zdobytly tzw. metody sztucznej inteligencji.
Do grupy tych metod zalicza si¢ sztuczne sieci neuronowe, ktore sg nowoczesnymi systemami
obliczeniowymi przetwarzajagcymi informacje w sposob wzorowany na zasadach
funkcjonowania uktadu nerwowego cztowieka.

Duza przydatno$¢ sieci neuronowych w rozwigzywaniu wielu ztozonych probleméow wynika
z ich zdolno$ci réwnoleglego przetwarzania informacji, mozliwosci uczenia, a takze
uogolniania zdobytej wiedzy. Poza tym cechuje je:

— zdolno$¢ przetwarzania danych, ktdre sa nieckompletne,

— mozliwo$¢ wytwarzania rezultatoéw przyblizonych,

— szybkie 1 efektywne przetwarzanie duzej liczby danych,

— przetwarzanie rOwnolegte, rozproszone,

— skojarzeniowy dostep do informacji zawartej w sieci,

— informacja rozproszona (zawarta w polaczeniach),

381



MECHANIK 7/2014
XVIII Miedzynarodowa Szkota Komputerowego Wspomagania Projektowania, Wytwarzania i Eksploatacji

— nadmiarowos¢ struktury i zwigzana z tym duza tolerancja na bledy i uszkodzenia,
— mozliwos$¢ przetwarzania informacji rozmytych, chaotycznych, a nawet sprzecznych [1].

Sztuczne sieci neuronowe okazaly si¢ bardzo wygodnym i przydatnym narz¢dziem nie tylko
do rozwigzywania problemow z zakresu nauk technicznych, przyrodniczych czy medycznych,
ale maja rowniez bardzo szerokie zastosowanie w naukach spoleczno-ekonomicznych. Jako
przyktady wykorzystania modeli neuronowych w tym obszarze mozna wymieni¢ badanie
zdolnos$ci kredytowej przedsigbiorstw, analize rynkéw kapitatlowych, analizy marketingowe,
prognozowanie wskaznikow makroekonomicznych, finansowych czy prognozowanie
zapotrzebowania na energi¢ elektryczng. Z powodzeniem mozna je tez wykorzystywa¢ do
modelowania zjawisk zachodzacych na rynku nieruchomosci. Celem referatu jest
przedstawienie wynikow zastosowania sieci neuronowych do przewidywania cen
nieruchomos$ci. Badania zostaly przeprowadzone na podstawie danych empirycznych
pochodzacych z lokalnego (l6dzkiego) rynku mieszkaniowego. Problem szacowania ceny
nieruchomosci zostal potraktowany jako zagadnienie klasyfikacji nieruchomosci do jednej
z (arbitralnie ustalonych) grup cenowych. Wszystkie eksperymenty numeryczne zostaty
przeprowadzone przy wykorzystaniu programu komputerowego STATISTICA Neural
Networks v. 4.0.

2. RYNEK I WYCENA NIERUCHOMOSCI

Jedna z definicji okresla rynek nieruchomosci jako ogot warunkoéw, w ktorych odbywa sig
transfer praw do nieruchomo$ci oraz sg zawierane umowy stwarzajagce wzajemne prawa
1 obowiazki, potaczone z wladaniem nieruchomosci [2]. Rynek nieruchomosci jest rynkiem
posiadajacym specyficzne cechy, podobnie jak sama nieruchomo$¢. W odréznieniu od innych
rodzajow dobr inwestycyjnych, nieruchomo$¢ charakteryzuja miedzy innymi [2, 3]: stalos¢
w miejscu, trwato$¢, lokalny charakter, duza kapitatlochtonno$¢ oraz mala ptynnosé.
To powoduje, ze rynek nieruchomos$ci ma szczegolny charakter. Cechuje go migdzy innymi
wysoki poziom niedoskonatosci, mata elastyczno$¢ i niska efektywno$¢. Zardwno popyt, jak
1 podaz nieruchomos$ci bardzo wolno reaguja na ceny. Podaz w krétkim okresie czasu jest
stata, a na jej ksztaltowanie si¢, podobnie jak na ksztaltowanie si¢ popytu, ma wplyw wiele
czynnikow pozacenowych (takich jak moda, tradycja czy sgsiedztwo). Ponadto, rynek
nieruchomos$ci wyr6znia specyfika transakcji rynkowych, ktoére cechuja miedzy innymi
wysoka warto$¢ 1 koszty, konieczno$¢ obstugi prawnej oraz nieréwny dostep obu stron do
informacji o przedmiocie transakcji [4].

Jednym z podstawowych zagadnien zwigzanych z rynkiem nieruchomosci jest okreslanie
warto$ci nieruchomosci. Do celow wyceny zalicza si¢ przede wszystkim transakcje rynkowe
(kupna-sprzedazy), zabezpieczenie kredytu, ubezpieczanie nieruchomosci, zmiang
przeznaczenia nieruchomosci, transakcje pozarynkowe, np. darowizny, zmiana wlasciciela
w wyniku postepowania spadkowego. Wycena jest niezbedna w przypadku aktualizacji optat
z tytulu wieczystego uzytkowania gruntu, a takze planowania przestrzennego oraz
powszechnej taksacji na potrzeby naliczania podatku katastralnego. Proces wyceny jest
ujmowany w procedury postgpowania skladajace si¢ z wyboru podejscia, metody oraz
techniki. Istnieje wiele metod 1 technik wyceny nieruchomosci, ktore stosuje si¢ w zaleznosci
od stopnia rozwoju gospodarki rynkowej, a zwlaszcza od stanu rynku nieruchomosci i jego
obudowy prawnej oraz organizacyjnej [5].

Ze statystycznego punktu widzenia nieruchomos$¢ jest obiektem, a charakteryzujace ja
atrybuty to cechy statystyczne. Do analizy rynku nieruchomos$ci mozna zatem wykorzystywac
rozne metody statystyczne, ktore moga wspomaga¢ szacowanie rynkowej ceny
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nieruchomosci. W tego typu problemach, poza metodami statystycznymi, zastosowanie majg
réwniez sztuczne sieci neuronowe. Jednak rynek nieruchomosci, pomimo tego ze zachodza na
nim prawidtowosci statystyczne, w praktyce jest trudny do badania. Problemy, ktore zwykle
pojawiaja si¢ przy probie wykorzystania metod statystycznych, mozna podzieli¢ na trzy grupy
ograniczen [6]: prawne, metodologiczne oraz techniczne. Wplywajga one migdzy innymi na
jakos$¢, wiarygodnos¢ i liczbg danych, co utrudnia stosowanie metod statystycznych. Sztuczne
sieci neuronowe majg t¢ przewage nad metodami statystycznymi, ze nie wymagaja spelnienia
zadnych zalozen dotyczacych np. rozktadu prawdopodobienstwa zmiennych oraz znajomosci
zalezno$ci zachodzacych migdzy zmiennymi opisujgcymi badane obiekty. Wymagaja jednak
wczesniejszego trenowania i wyboru odpowiedniej struktury sieci 1 parametrow uczenia, co
nie jest tatwe w praktycznych zastosowaniach.

3. SIECI NEURONOWE JEDNOKIERUNKOWE

Sztuczna sie¢ neuronowa jest systemem zbudowanym z bardzo wielu potaczonych,
rownocze$nie pracujacych 1wspolnie przetwarzajacych informacje elementow, tzw.
neuronéw. Dzialanie sztucznego neuronu polega na przetworzeniu sygnaldéw, ktére otrzyma
na wejsciu 1 wygenerowaniu sygnatu wyjsciowego. Sygnaly wejSciowe s3 mnozone przez
odpowiednie wspotczynniki zwane wagami, ktore w odniesieniu do neuronu biologicznego
petnig funkcje synaps, a wigc decyduja o sile potaczenia. Nastepnie sumujac ,,wazone”
sygnaty wejsciowe, oblicza si¢ (czasami dodajac jeszcze wyraz wolny) catkowite pobudzenie
neuronu @ [7]:

(D:Zwl.xi:wa, (1)
i=1
gdzie: w — wektor wspotczynnikow wag, x — wektor sygnatow wejsciowych.

Nastepnie sygnal @ jest przeksztalcany na wyjscie sieci y przez odpowiednig funkcje
aktywacji:

y =f(®), )
gdzie f jest funkcja aktywacji, ktéra moze mie¢ r6zng postaé. Najczescie] wykorzystuje si¢
funkcje: progowa, logistyczna, tangens hiperboliczny i inne [8].

Sieci jednokierunkowe sg to sieci o jednym kierunku przeplywu sygnatéw — od wejscia do
wyjscia. Neurony tworza warstwy, a polaczone sg tylko neurony w sasiednich warstwach [9].
Przyktadem sieci jednokierunkowej jest perceptron wielowarstwowy, ktory sktada si¢ zawsze
z warstwy wejsciowej 1 wyj$ciowej, a takze moze posiadac jedng lub wigcej warstw ukrytych.
Neurony w warstwie wejsciowe] wstepnie przetwarzaja obraz wejsciowy (dokonujac np.
normalizacji lub skalowania sygnatéw), a nast¢gpnie w warstwach ukrytych i warstwie
wyjsciowej odbywa si¢ zasadnicze przetwarzanie sygnatow wejsciowych. Polaczeniom
neuronéOw z sasiednich warstw odpowiadaja wspolczynniki wag. Na wyjsciu sieci
generowany jest sygnat wyjsciowy.

Zastosowanie sieci do rozwigzywania konkretnego zadania wymaga wcze$niejszego
wytrenowania sieci, wykorzystujac do tego celu zbiér danych nazywany uczacym. Istnieja
rozne metody uczenia sieci, ktore stosuje si¢ w zalezno$ci od typu sieci 1 zastosowan.
Podstawowa 1 najprostsza metoda uczenia sieci jednokierunkowych, tj. estymacji warto$ci
wag, jest metoda wstecznej propagacji btedu, ktora jest zaliczana do grupy metod uczenia
z nauczycielem. Stosuje si¢ je, gdy znany jest pozadany sygnat wyjsciowy [10]. Trenowanie
sieci za pomocg algorytmu wstecznej propagacji btedu polega na przesytaniu btedow uczenia
od warstwy wyjsciowej do warstwy wejSciowej. Jest to algorytm oparty na minimalizacji
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sumy kwadratow bledow z wykorzystaniem optymalizacyjnej metody najwigkszego spadku.
Dla kazdego wektora ze zbioru uczacego obliczana jest warto§¢ wyjscia sieci, ktora jest
nastgpnie pordwnywana z warto$cig pozadang. WartoSci wag sieci s wyznaczane w taki
sposob, aby btad miedzy warto$cia pozadang na wyjsciu a wartoscig obliczong byt
minimalizowany. Postepowanie to jest powtarzane tak dtugo, az btad dla catego zbioru bedzie
dostatecznie maly lub do momentu przeprowadzenia maksymalnej liczby iteracji.
W praktycznych zastosowaniach, w celu polepszenia efektdow uczenia, uwzglednia si¢
W procesie trenowania wspolczynnik uczenia oraz wspotczynnik momentum [7].

Czesto rozwigzujac réznego rodzaju zadania za pomocg sieci neuronowych, korzysta sig¢
z innego narze¢dzia nalezacego do grupy metod sztucznej inteligencji, ktorym sa algorytmy
genetyczne. W przeprowadzonych eksperymentach klasyfikacji nieruchomosci zastosowano
algorytmy genetyczne do wyboru optymalnego zestawu atrybutéw opisujacych
nieruchomos$ci. Algorytmy te charakteryzuja si¢ uniwersalno$cig, elastycznoS$cig
1 skuteczno$cig oraz duza odpornoscig na zaklocenia wystepujace w danych wejSciowych.
Dzigki tej ostatniej wiasciwosci algorytm pomija wszelkie czynniki, ktoére nie majg
bezposredniego wptywu na wynik, co jest szczegodlnie cenne np. podczas analizowania
zjawisk ekonomicznych [11].

4. OPIS I WYNIKI PRZEPROWADZONYCH BADAN

W celu rozwigzania zadania klasyfikacji nieruchomosci do jednej z wcze$niej zdefiniowanych
grup cenowych, zastosowano perceptron wielowarstwowy, w ktorym na wejsciu podawane sa
atrybuty nieruchomos$ci, a na wyj$ciu otrzymuje si¢ numer grupy. Dane wykorzystane
w badaniach pochodzily z 16dzkiego wtornego rynku mieszkaniowego. Informacje zostaty
udostgpnione przez agencj¢ nieruchomosci i dotyczyly transakcji przeprowadzonych za
posrednictwem tej agencji'. Zbior danych stanowily mieszkania opisane przez nastepujace
zmienne: X, — cena transakcyjna (w zi), X;+ — cena transakcyjna metra kwadratowego
powierzchni (w z1), xo — powierzchnia mieszkania (w m’), X3 — numer pietra, x4 — liczba pokoi,
Xs — rok budowy, X — telefon (I — tak, 0 — nie), X7 — lokalizacja mieszkania (A; B; C; D; E; F;
G H I J K L M; N; O; P, R, S; T, Z), X3 — rozktad mieszkania (1 — rozktadowe,
0 — amfilada), X9 — balkon (1 — jest, 0 — nie ma), X9 — rozmieszczenie mieszkania w budynku
(1 — srodkowe, 0 — szczytowe), X1 — ocena stanu technicznego (4, 3; 2; 1; 0). Po wstgpnej
analizie zbior danych2 zostal podzielony na cztery ustalone grupy wedtug cen transakcyjnych
poszczegoOlnych obiektow 1 wedlug cen za metr kwadratowy powierzchni (tab. 1).

Tabela 1. Struktura mieszkan wedlug arbitralnie ustalonych grup

Grupa I 1T I v

cena w tys. zt do 50 <50-75) <75-100) 100 i powyzej
Liczebnos¢ 54 98 59 29

Grupa I 11 I v

Cena zam® w zt do 1400 <1400-1600) <1600-1800) 1800 i powyzej
Liczebnos¢ 63 87 67 23

Zrbdto: Opracowanie wlasne

Klasyfikacji  obiektow dokonano na podstawie roéznych zestawow zmiennych
diagnostycznych. We wszystkich modelach klasyfikacyjnych wykorzystano perceptron
sktadajacy si¢ z trzech warstw: wejsciowej, zawierajacej tyle neuronoéw, ile bylo zmiennych
wejsciowych, ukrytej zawierajacej trzy neurony oraz wyjSciowej, zawierajacej cztery

! Transakcje przeprowadzone w latach 2000-2001.
> W eksperymentach numerycznych przypadki z brakami informacji o wartosciach zmiennych byty usuwane.
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neurony, odpowiadajace wczesniej zdefiniowanym grupom cenowym — modele oznaczone
jako: S1, S2, S3, S4 Iub grupom cen za metr kwadratowy — model S2*. Wszystkie sieci
trenowano metodg wstecznej propagacji btedu. Caty zbior danych zostatl podzielony na trzy
zbiory: uczacy, walidacyjny oraz testowy.
Dla sieci S1 zestaw zmiennych wejsciowych wybrano, wykorzystujac algorytm genetyczny
1 byly to zmienne: x,, X4, Xs, X6, X3, X9, X101 X11. W kolejnych trzech modelach uwzgledniono:

e wszystkie zmienne (x, — X;;) — model S2,

e zestaw zmiennych: X, X4, Xs, X9 oraz x;; — model S3,

e zestaw zmiennych: Xz, Xs, X¢, X7, X9, X11 — model S4.

W przypadku klasyfikacji mieszkan do grup cen za metr kwadratowy, zmiennymi

wejsciowymi byly wszystkie zmienne (x; — X;;) — sie¢ S2*, natomiast zmienng wyj§ciowa

byta nominalna zmienna oznaczajgca grup¢ cen za metr kwadratowy (I, 11, I11, IV).

Oceny wynikow klasyfikacji mieszkan do ustalonych klas dokonano na podstawie

wyznaczonych btedoéw klasyfikacji [8]:

— ogolnego bledu klasyfikacji, ktory okresla procent blednie zaklasyfikowanych obiektow
w calym zbiorze:

E =—-.100%, 3)
N

— bledu klasyfikacji do innej klasy niz 4, (do ktorej dany obiekt nalezy), ktory pozwala
okresli¢, jaki procent jednostek w rzeczywisto$ci nalezacych do tej klasy zostal
zaklasyfikowany do innej klasy:

n
E, =N—’;~100%, (4)

— bledu Kklasyfikacji do klasy innej niz sgsiednia, ktory informuje, ile jednostek

z danej klasy zostato btednie zaklasyfikowanych do klasy innej niz sasiednia:
s Ny

gdzie: n — liczba obiektow zle zaklasyfikowanych, n, — liczba obiektow faktycznie nalezacych

do klasy 4,, ktore zostaly blednie zaklasyfikowane do innej klasy, n, — liczba obiektow

faktycznie nalezacych do klasy A4, ktore zostaty btednie zaklasyfikowane do klasy innej niz

sasiednia klasa, N — liczba wszystkich obiektow, N, — liczba obiektow nalezacych do klasy 4,.

Jak wida¢ w tabeli 2, dla sieci ze zmiennymi wejSciowymi wybranymi przez algorytm

genetyczny (S1) btedy klasyfikacji do grup innych niz sgsiednia sg zerowe. W zbiorze

uczacym ogo6lny blad klasyfikacji wynosi 20%, a w zbiorze testowym 26,47%. Najlepiej
klasyfikowane sg obiekty z grupy II, w zbiorze testowym na dwanascie mieszkan dziesig¢
zostato zaklasyfikowanych poprawnie.

Tabela 2. Wyniki klasyfikacji dla sieci S1

zbidr uczacy zbior walidacyjn zbior testowy
Grupa cenowa I 11 111 v 1 11 111 1\ I 11 111 v
Razem 18 27 17 13 7 14 11 2 3 12 13 6
Poprawnie 16 25 11 8 4 11 7 2 10 9

Blednie 2 2 6 5 3 3 4 1 1 2 4 2

Blednie do innej niz sgsiednia
klasy 0 0 0 0 0 0 0 0 0 0 0 0

E, (%) 11,11 7,41 |35,29 |38,46|42,86 | 21,43 | 36,36 | 50,00 | 33,33 | 16,67 | 30,77 | 33,33
E,’ (%) 0,00 | 0,00 | 0,00 | 0,00 | 0,00 | 0,00 | 0,00 | 0,00 | 0,00 | 0,00 | 0,00 | 0,00
E(%) 20,00 32,35 26,47

Zrodto: Obliczenia wlasne
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W przypadku sieci S2 (tabela 3) pojawity si¢ obiekty blednie zaklasyfikowane do klasy innej
niz sagsiednia. Ogodlnie wyniki klasyfikacji dla tej sieci sa zte. W zbiorze testowym tylko 50%
obiektéw zostato zaklasyfikowanych poprawnie.

Tabela 3. Wyniki klasyfikacji dla sieci S2

zbidr uczacy zbior walidacyjny zbidr testowy
Grupa cenowa I 11 m | v I 11 111 v I 11 111 v
Razem 17 | 27 | 20 | 11 5 11 11 7 6 15 10 3
Poprawnie 14 19 17 9 3 7 7 5 2 7 6 2
Blednie 3 8 3 2 2 4 4 2 4 8 4 1
Btednie do innej niz
sasiednia klasy 0 1 0 0 0 0 0 0 2 1 1 0
E,(%) 17,65(29,63|15,00|18,18]40,00| 36,36 | 36,36 | 28,57 | 66,67 | 53,33 | 40,00 | 33,33
E,’(%) 0,00 | 3,70 | 0,00 [ 0,00 | 0,00 | 0,00 | 0,00 | 0,00 |33,33| 6,67 [10,00| 0,00
E(%) 21,33 35,29 50,00

Zrodto: Obliczenia wlasne

Wyniki dla sieci S3 przedstawione sa w tabeli 4. W tym przypadku w zbiorze testowym
poprawnie zostalo zaklasyfikowanych 80% obiektow, przy czym w grupie I btad klasyfikacji
wynosi 0%, a w grupach II i IV tylko po jednym przypadku zostato bigdnie
zaklasyfikowanych. Natomiast w grupie III btad klasyfikacji wynosi az 50%. W calym

zbiorze wszystkie btednie zaklasyfikowane obiekty znalazty si¢ w grupach sgsiednich.
Tabela 4. Wyniki klasyfikacji dla sieci S3

zbidr uczacy zbidr walidacyjny zbidr testowy
Grupa cenowa I 11 1 | 1v I 11 11 v I 11 11 v
Razem 28 | 40 | 23 | 10 5 8 4 2 3 16 10 6
Poprawnie 21 32 8 7 3 7 4 2 3 15 5 5
Blednie 7 8 15 | 3 2 1 0 0 0 1 5 1
Blednie do innej niz
sgsiednia klasy 0 0 0 0 0 0 0 0 0 0 0 0
E (%) 25,00(20,00]65,22 (30,00 40,00 | 12,50 | 0,00 | 0,00 | 0,00 | 6,25 [50,00 | 16,67
E, (%) 0,00 | 0,00 | 0,00 {0,00] 0,00 | 0,00 | 0,00 | 0,00 | 0,00 | 0,00 | 0,00 | 0,00
E(%) 32,67 15,79 20,00

Zrodto: Obliczenia wiasne

Dla sieci S4 (tabela 5) ogdlny bfad klasyfikacji w zbiorze testowym wynosi 32,35%. Jedno
mieszkanie z grupy II tego zbioru zostalo zaklasyfikowane btednie do grupy innej niz

sasiednia (IV). Pozostale btedy polegaty na klasyfikacji obiektow do grup sasiednich.
Tabela 5. Wyniki klasyfikacji dla sieci S4

zbidr uczacy zbidr walidacyjny zbidr testowy

Grupa cenowa I 11 1 | 1V I 11 111 v I 11 111 v

Razem 18 | 27 | 17 | 13 7 14 11 2 3 12 13 6

Poprawnie 14 | 24 12 | 10 4 10 5 1 2 4

Blednie 4 3 5 3 3 4 6 1 1 3 5 2

Blednie do innej niz

sasiednia klasy 0 0 0 0 0 0 1 0 0 1 0 0
Ey(%) 22,22111,1129,4123,08] 42,86 | 28,57 | 54,55 50,00 | 33,33 | 25,00 | 38,46 | 33,33
E, (%) 0,00 | 0,00 | 0,00 |10,00| 0,00 | 0,00 | 9,09 | 0,00 | 0,00 | 8,33 | 0,00 | 0,00

E(%) 20,00 41,18 32,35

Zrodto: Obliczenia wlasne

Wiyniki klasyfikacji do grup cen metra kwadratowego (sie¢ S2*) przedstawione sg w tabeli 6.
Dla tej sieci otrzymano bardzo zte wyniki, o czym $wiadczy bardzo wysoki biad klasyfikacji
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dla zbioru testowego (64,71%). Ponadto wysokie s3 tez btedy w poszczegdlnych klasach,
w ktorych wigkszo$¢ obiektow zostata zaklasyfikowana niepoprawnie. W grupie IV wszystkie
obiekty zostaty Zle ocenione przez t¢ siec.

Tabela 6. Wyniki klasyfikacji dla sieci S2*

Grupa cen metra Zbidr uczacy Zbidr walidacyjny Zbior testow
kwadratowego pow. I 11 111 v I m|m|1v I |1 v
Razem 14 28 23 10 7 14 | 11 2 8 9 13 4
Poprawnie 10 19 13 8 4 8 4 1 2 4 6 0
Blednie 4 9 10 2 3 6 7 1 6 5 7 4
Blednie do innej niz sasiednia
klasy 1 1 2 1 1 0 3 0 2 0 1 3
E, (%) 28,57 132,14 | 43,48 |20,00142,86]42,86(63,64|50,00{75,00|55,56|53,85]100,00
E,’ (%) 7,14 13,57 | 8,70 [10,00]{14,29] 0,00 {27,27] 0,00 |25,00| 0,00 | 7,69 | 75,00
E(%) 33,33 50,00 64,71

Zrodto: Obliczenia whasne

W celu poréwnania wynikow klasyfikacji uzyskanych przez wszystkie modele sieci
neuronowych, w tabeli 7 zestawiono bledy klasyfikacji E, E,, E,” w zbiorach testowych.
Najlepsza jakos¢ klasyfikacji uzyskano dla modeli S1 1 S3, a najgorsza dla S2*.

Tabela 7. Bledy klasyfikacji w zbiorach testowych dla r6znych modeli sieci neuronowych

Modele sieci neuronowych

S1 S2 S3 S4 S2*
Grupa| E,(%) | E'(%9) | E,(%) | E'(%9) | E(%) | E’(%9) | E)(%) | E)'(%) | Ex(%) | E)'(%)
I 33,33 0,00 | 66,67 | 33,33 0,00 0,00 33,33 0,00| 75,00 | 25,00
I 16,67 0,00 | 53,33 6,67 6,25 0,00 25,00 8,33 | 55,56 0,00
I 30,77 0,00 | 40,00 | 10,00| 50,00 0,00 38,46 0,00 | 53,85 7,69
v 33,33 0,00 | 33,33 0,00| 16,67 0,00 33,33 0,00 100,00 | 75,00
E(%) 26,47 50,00 20,00 32,35 64,71

Zrodto: Obliczenia whasne

Na podstawie uzyskanych wynikow mozna stwierdzi¢, ze sieci lepiej klasyfikuja do grup
cenowych. Najlepsza jakos¢ klasyfikacji (80% poprawnie zaklasyfikowanych mieszkan
w zbiorze testowym, 67,33% — w zbiorze uczacym) uzyskano dla zmiennych wejSciowych:
X2, X4, X5, X9 Oraz Xj;. Dobre wyniki klasyfikacji uzyskano réwniez dla modelu, w ktérym
zmienne wejSciowe zostaly wybrane przez algorytm genetyczny. W tym przypadku
otrzymano 73,53% poprawnych klasyfikacji w zbiorze testowym, a 80% — w zbiorze
uczacym.

5. PODSUMOWANIE

Zaprezentowane w artykule wyniki badan potwierdzaja zasadno$¢ stosowania
jednokierunkowych sieci neuronowych w analizach rynku nieruchomosci. Odsetek
poprawnych klasyfikacji dla najlepszego z tych modeli wynosi 80%, przy czym najgorzej
klasyfikowane sg przewaznie mieszkania z grupy mieszkan najdrozszych, co moze wynikaé
z faktu, ze w calym zbiorze danych jest ich najmniej. Ponadto, btedy klasyfikacji dotycza
zawsze mieszkan z grup sasiednich. Dla jakosci wynikow istotny okazal si¢ wybor
odpowiedniego zestawu zmiennych wejsciowych. Dla pigciu zmiennych otrzymano znacznie
lepsze wyniki klasyfikacji niz dla catego zbioru atrybutow. Mozna zatem wnioskowaé, ze
jednokierunkowe sieci neuronowe mogg by¢ bardzo przydatne w klasyfikacji nieruchomosci
do ustalonych grup cenowych, pod warunkiem ze w procesie tym uwzgledniony bedzie
odpowiedni zbidr cech charakteryzujacych te nieruchomosci. Nalezy rowniez zauwazy¢, ze
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wplyw na efektywno$¢ zastosowania sieci mial tez wybor zmiennej grupujacej. W przypadku
gdy zmienng ta byla cena za metr kwadratowy powierzchni mieszkania, nie otrzymano
zadowalajacych wynikéw klasyfikacji.

Weryfikujac efektywno$¢ zastosowanych metod, nalezy wzia¢ pod uwage fakt, iz uzyskanie
dobrej jako$ci klasyfikacji wymaga przede wszystkim posiadania dostatecznie licznego
1 kompletnego zbioru informacji o nieruchomos$ciach. W artykule przedstawiono wyniki
eksperymentéw opartych na stosunkowo niewielkim zbiorze danych empirycznych (co
wynika z trudnej ich dostgpnos$ci), ktory ponadto zawieral duzo obiektow z brakami
informacji o warto$ciach niektérych zmiennych, co moze mie¢ wplyw na pogorszenie
wynikow. Poza niewielkg liczebno$cig zbioru danych, na jako$¢ klasyfikacji ma wplyw
rowniez stosunkowo mata liczba obiektow w niektorych grupach (najwigksze btedy
otrzymano dla grupy najmniej licznej). Nalezy réwniez zauwazy¢, ze przeprowadzone
badania dotyczyly klasyfikacji mieszkan do ustalonych arbitralnie czterech grup cenowych,
a — jak to wynika z badan empirycznych — w przypadku klasyfikacji do wiecej niz dwoch klas
réznice miedzy nimi zazwyczaj si¢ zacieraja. To wlasnie moze by¢ przyczyng zawyzenia
ogolnych btedéw klasyfikacji przy obserwacji, ze w wigkszo$ci eksperymentow btedne
rozpoznawanie mieszkan polegato na klasyfikowaniu ich do klasy sasiednie;.
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