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W pracy przedstawiono zastosowanie metod sztucznej
inteligencji do modelowania i identyfikacji wybranych obiektow
elektrotermicznych. Zastosowano sztuczne sieci neuronowe do
modelowania i identyfikacji nieliniowych wtasnosci dynamicznych
dwoch typow rezystancyjnych czujnikow Pt 100 w ostonie
umieszczonych w oleju silikonowym. Stosowano dwuwarstwowe sieci
perceptronowe oraz sieci rekurencyjne. Zaproponowano takze
rozmyte podejscie do modelowania wybranej klasy obiektow
cieplnych — rezystancyjnych piecéw komorowych. W szczegdolnosci
uwzgledniono roztozony charakter parametrow tego typu obiektow
i zaproponowano rozwiqzanie, ktore umozliwia uwzglednienie
w modelu zmian parametrow dynamicznych obiektu wynikajqcych
ze zmian stopnia nasycenia cieplnego warstw izolacyjnych.
Rozwazania teoretyczne zweryfikowano na drodze symulacyjnej i
eksperymentalnej, dowodzqc skutecznosci proponowanych metod dla
rozwazanych klas obiektow, a ogolnos¢ przeprowadzonej analizy
wskazuje na mozliwosc rozszerzenia zakresu zastosowan.

1. WPROWADZENIE

Zagadnienie modelowania obiektéw elektrotermicznych jest niezwykle
istotne przy projektowaniu uktadéw ich sterowania. Klasyczny model
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analityczny obiektu budowany jest na podstawie praw termokinetyki (wiedza
'‘a priori") oraz danych eksperymentalnych (wiedza 'a posteriori’). Do
wyznaczenia parametré6w modelu wykorzystywane sa rézne metody
identyfikacji, z ktérych najwigksze znaczenie praktyczne maja metody
identyfikacji on-line 1 in situ. Metody te moga by¢ stosowane w ograniczonym
zakresie temperatur, i w stalych warunkach pracy, w ktérych wtasciwosci obiektu
moga by¢ opisane modelem liniowym i stacjonarnym. W innych warunkach
klasyczne metody modelowania i identyfikacja sa niewystarczajace. W szerokim
zakresie temperatur obiekty elektrotermiczne wykazuja nieliniowe wilasciwosci
statyczne i dynamiczne. Dotyczy to zaréwno réznego typu urzadzen grzejnych
jak 1 czujnikéw temperatury. W pracy przedstawiono zastosowanie sztucznych
sieci neuronowych do modelowania i identyfikacji nieliniowych wlasnoS$ci
dynamicznych rezystancyjnych czujnikéw temperatury. Zaproponowano takze
rozmyte podejscie do modelowania wybranej klasy obiektéw cieplnych —
rezystancyjnych piecow komorowych. Wykorzystanie zbioréw rozmytych i
logiki rozmytej umozliwia wprowadzenie do modelu nieprecyzyjnych, ale
intuicyjnie zrozumiatych pojeé: ,stata czasowa poczatkowa” i ,stata czasowa
nasycenia”, przy zachowaniu stosunkowo prostej struktury modelu bazowego
(czton inercyjny I-go rzedu).

2. MODELOWANIE WEASNOSCI DYNAMICZNYCH
CZUJNIKOW TEMPERATURY

Wtasnosci dynamiczne czujnikéw temperatury zaleza od wielu parametréw
zwiazanych z ich budowa i warunkami pracy, takimi jak: rodzaj osrodka, w
ktérym umieszczony jest czujnik, oraz jego temperatura, wilgotno$¢, cisnienie,
predkos¢ przeptywu, itp. [1]. Ze wzgledu na duza réznorodno$¢ czynnikéw
wplywajacych na dynamik¢ czujnika oraz ztozono$¢ problemu, w praktyce
stosowane sg przyblizone, uproszczone modele czujnikdw o $cisle okreslonym
i ograniczonym zakresie stosowalno$ci. Stopien ztozonosci modelu zalezy od
funkcji, jaka dany model ma spetniac.

2.1. Modele liniowe

Rozwazmy rezystancyjny czujnik temperatury w ostonie w ksztalcie walca
dostatecznie dlugiego, aby mozna byto zatozy¢, ze wymiana ciepta zachodzi
jedynie w kierunku promienia. Zalézmy, ze kazda z warstw czujnika wykonana
jest z materiatu jednorodnego iizotropowego, a pojemno$¢ cieplna pomigdzy
czesdcig czula czujnika a jego osia jest pomijalnie mata. Czujnik jest zanurzony
catkowicie w osrodku badanym, a jego pojemno$¢ cieplna jest mata w stosunku
do pojemnosci cieplnej osrodka. Wéwczas w malym zakresie temperatur
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mierzonych dla niezmiennych warunkéw pracy czujnika mozna opisaé jego
wlasnos$ci dynamiczne modelem liniowym. NajczgSciej stosowanym modelem
jest transmitancja operatorowa cieplnego stopnia przetwarzania, ktéra dla
wielowarstwowego czujnika temperatury okreslona wzorem [2]:

O () _ 1
©o(s) ﬁ(lﬂN,.)
i=1

Gr(s)= ey

gdzie: @,(s) — transformata Laplace'a zmiany temperatury oSrodka ponad jego
temperaturg poczatkowa T,,, @r(s) — transformata Laplace'a zmiany temperatury
czgsci czutej czujnika spowodowanej zmiang temperatury osrodka @), przy statej

mocy pradu przeptywajacego przez czujnik, N;— stale czasowe czujnika, dla i =
1, 2,..., n.

W szerszym zakresie temperatur wlasnos$ci termofizyczne materiatow
konstrukcyjnych czujnika i otaczajacego go osrodka sa funkcja temperatury,
a modele liniowe nie zapewniaja wystarczajacej doktadnosci.

2.2. Modelowanie wlasnosci dynamicznych czujnikéw za pomoca SNN

Nieliniowy model dynamiczny czujnika temperatury mozna opisaé
réwnaniem (2), ktére jest ogélnym modelem dyskretnym jednowymiarowego
obiektu dynamicznego [3]. Jest to model predykcyjny. Warto§¢ sygnatu y na
wyjsciu czujnika w chwili k+1 jest okreslona na podstawie kolejnych n wartosSci
sygnatu y i m warto$ci sygnalu wejsciowego u z chwil poprzednich.

yk+1) = fly(k), y(k =1), y(k =n+1),u(k),u(k =D),u(k —m+1)], (@)

gdzie: y — sygnal wyjsciowy, tj. zmiana temperatury czesci czulej czujnika @,
u — sygnat wejsciowy, tj. zmiana temperatury osrodka &,, f— funkcja
nieliniowa.

Idea identyfikacji wilasnosci dynamicznych czujnikéw temperatury
z zastosowaniem sztucznych sieci neuronowych zostala przedstawiona
schematycznie na rysunku 1.
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Rys. 1. Identyfikacja obiektu dynamicznego za pomoca sztucznej sieci neuronowe;j

Sieci neuronowe stosowane do modelowania obiektéw dynamicznych mozna
podzieli¢ na dwie gtéwne klasy [3]:

e sieci jednokierunkowe (ang. FeedForward Networks — FFN), w ktorych
przeptyw sygnatu odbywa si¢ w jednym kierunku od warstwy neuronéw
wejsciowych poprzez tzw. neurony ukryte, do warstwy neuronéw
wyjsciowych,

e sieci rekurencyjne (ang. Recurrent Neural Networks — RNN), w ktérych
wystepuja sprzg¢zenia zwrotne tworzace co najmniej jedna, zamknigta
petle przeptywu sygnatlu w sieci.

Aby uzyska¢ mozliwo$¢ modelowania dynamicznego w  sieci
jednokierunkowej stosuje si¢ czlony opodzniajace na wejsciu uktadu, ktore
stanowia tzw. lini¢ opdzniajaca z odczepami (ang. Tapped Delay Line — TDL).
Wektory sygnaléw wejSciowych i wyjSciowych obiektu rozszerzone o warto$ci
sygnatu w chwilach poprzednich doprowadzane sa do wej$cia sieci w procesie jej
uczenia. Jest to tzw. szeregowo-rownolegta metoda identyfikacji (rys. 1) [3].
Utworzony w ten spos6b model dynamiczny jest modelem predykcyjnym.

Zgodnie z teorig systemOw nieliniowymi sieci rekurencyjne sa ukladami
dynamicznymi. Mozna je stosowa¢ do modelowania obiektéw o nieliniowych
wlasno$ciach dynamicznych. W tym przypadku wykorzystywana jest metoda
réwnolegta identyfikacji. Reguly projektowania sieci rekurencyjnych sa jednakze
znacznie  bardziej skomplikowane od metod projektowania = sieci
jednokierunkowych. Czgsto wystepuja problemy zwiazane z niestabilno$cia sieci
i brakiem zbiezno$ci algorytmu uczenia sieci [4].

Dla sieci wielowarstwowych jednokierunkowych istnieja skuteczne algorytmy
ich uczenia [4]. Z tego wzgledu sieci jednokierunkowe i szeregowo-réwnolegta
metoda identyfikacji sa znacznie czg$ciej i chetniej stosowane do identyfikacji
obiektéw dynamicznych niz sieci rekurencyjne.
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W przeprowadzonych badaniach do identyfikacji wtasnosci dynamicznych
czujnikéw temperatury zastosowano szeregowo-rownolegta metodg¢ identyfikacji
i sieci jednokierunkowe typu perceptron wielowarstwowy (ang. Multi-Layer
Perceptron — MLP). Sieci uczono za pomoca algorytmu wstecznej propagacji
btgdu  oraz  metody  optymalizacyjnej Levenbrga-Marquardta  dla
Sredniokwadratowej funkcji celu [4]. Do modelowania dynamiki czujnikéw
stosowano sieci FFN typu MLP oraz sieci rekurencyjne RNN otrzymane z sieci
MLP poprzez zamknigcie sprzezen zwrotnych (rys. 1) [5]. Do uczenia sieci
modelujacych nieliniowe wilasciwosci czujnikéw w rozprawie zaproponowano
sygnal ztozony z serii wymuszen skokowych narastajacych i opadajacych o
r6znych amplitudach [5].

2.3. Badania eksperymentalne

Badania wiasciwosci dynamicznych czujnikéw przeprowadzono w oleju
silikonowym o duzej lepkos$ci przeznaczonym do wypetniania termostatéw
i innych urzadzen elektrotermicznych. Obiektami badan byty dwa czujniki Pt 100
firmy KFAP:

e czujnik TOPI 61 firmy KFAP o wymiarach: dlugo$¢ / = 175 mm,
$rednica d = 6 mm, kl. B, zakres (-200 + 600) °C, zaprojektowany
specjalnie do pomiaréw dynamicznych;

e czujnk TOPC4 firmy KFAP o danych: / = 115 mm, d =4 mm, kl. B,

(-50 + 200) °C, stanowiacy wyposazenie miernika cyfrowego,
przeznaczony do pomiaréw temperatury cieczy i gazow.

2.3.1. Przygotowanie danych do uczenia sieci

Dla badanych czujnikéw przeprowadzono kilka serii eksperymentéw
identyfikacji metoda wymuszenia zewngtrznego skokowego. Badania
przeprowadzono w termostacie uniwersalnym w intensywnie mieszanym oleju
silikonowym dla réznych warto$ci amplitudy skoku temperatury. Czujniki byty
chtodzone w wodzie z lodem do temperatury 0°C, osuszane, a nast¢pnie
zanurzane w termostacie wypetnionym olejem o wyzZszej temperaturze.
Odpowiedzi czujnikéw na wymuszenie skokowe byty rejestrowane w systemie
komputerowym. Dla kazdego czujnika sposrod kilkunastu wymuszen
narastajacych i opadajacych (rys. 2) dwa postuzyty do budowy zbioru testowego,
a pozostate do budowy zbioru uczacego dla sieci.
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Rys. 2. Zbiér danych treningowych do uczenia i testowania sieci: a) dla czujnika
TOPC 4, b) dla czujnika TOPI 6. Linig przerywana oznaczono sygnatl wymuszenia,
a linig ciagta odpowiedz czujnika [5]

2.3.2. Modelowanie dynamiki czujnikéw za pomoca SSN

Do modelowania wlasnosci dynamicznych czujnikéw  stosowano
dwuwarstwowe sieci jednokierunkowe typu MLP, oraz sieci rekurencyjne
o strukturze (v-x-1), gdzie v oznacza liczbe wejs¢, x — liczb¢ neurondéw
o sigmoidalnej funkcji aktywacji w warstwie ukrytej, a 1 — jedno wyjscie. Sieci
jednokierunkowe postuzyly do budowy modeli predykcyjnych. Sieci
rekurencyjne, otrzymano z sieci MLP poprzez zamknigcie sprzgzen zwrotnych
[6]. Przebadano kilkaset sieci o réznej liczbie wej$¢ i neuronéw w warstwie
ukrytej. Sieci uczono w sposéb cykliczny zapisujac do pliku parametry dla
kazdej z sieci oraz btedy obliczone dla danych treningowych i testowych.
Gtéwnym kryterium wyboru najlepszej struktury sieci MLP i RNN bylo
minimum pierwiastka btedu $redniokwadratowego E dla danych testowych, ale
poréwnywano tez btedy maksymalne FE,,, btedy $rednie z wartosci
bezwzglednych E,,, btedy Srednie E,, oraz blad Ey dla danych treningowych.
Zestawienie btedow modelowania dla kilku wybranych sieci zamieszczono w
tabeli 1 [6].

Tabela 1. Btgdy modelowania wtasno$ci dynamicznych czujnikéw temperatury
w zakresie (0-100)°C przy zastosowaniu sieci MLP i sieci rekurencyjnych

Nr | czujnik | struktura sieci | Ng, | d. treningowe dane testowe
Erk Esk Emax Eabx Evr
- K K| K| K K
1 |TOPC4| MLP (3-6-1) | 7 0,11 0,0910,4710,07 | -0,03
2 |TOPC4 |MLP (5-20-1)| 5 0,08 0,07 10,49 |0,03 | -0,004
3 |TOPI61| MLP (3-4-1) | 6 0,33 0,21]0,97(0,14| 0,02
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4| TOPI 61 | MLP (5-22-1)|7(0,13]0,11{0,990,04 | 0,006
5| TOPC 4 | RNN (5-20-1) | 50,08 |0,57| 1,8 | 0,42 -0.03
6| TOPI61 | RNN (3-4-1) |6/033| 14 | 73 | 1,1 | 0,36
E — blad $redni kwadratowy, E,,,, — btad maksymalny, E,, — btad $redni
bezwzgledny, E — btad $redni, Ng, — liczba taktéw uczenia sieci

Dla struktur sieci (3-x-1) wektor sygnatéw wejsciowych sktada si¢ z aktualnej
warto$ci sygnalu wejsciowego u(k) oraz z aktualnej i przeszitej probki sygnatu
wyjsciowego y(k) i y(k-1). Dla struktur (5-x-1) wektor sygnaléw wejsciowych
sktada si¢ z aktualnej i przesziej probki sygnatu wejsciowego u(k) iu(k-1), z
aktualnej wartosci sygnatu wyjsciowego y(k) oraz dwéch probek z przesztosci
y(k-1) 1 y(k-2). Warto$¢ sygnatu na wyjsciu czujnika y(k+1) jest obliczana na
wyjsciu sieci zgodnie z réwnaniem (2). Obliczone btedy modelowania dla sieci
RNN w tabeli 1 sa wigksze niz odpowiadajace im biedy dla sieci
jednokierunkowych MLP.

Na rysunku 3 przedstawiono wyniki modelowania wlasnosci dynamicznych
czujnikéw za pomoca sieci MLP dla danych testowych.

a) b)
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Rys. 3. Modelowanie wlasnosci dynamicznych czujnikéw za pomoca sieci
dwuwarstwowych typu MLP; linia przerywana — sygnat wymuszajacy u(f), linia ciagta —
sygnat na wyjSciu czujnika y(f), linia kropkowana — sygnal na wyjsciu sieci ygm(?):

a) czujnik TOPC 4, sie¢ (5-20-1); b) czujnik TOPI 6 sie¢ (3-4-1) [6]

Przebiegi sygnaléw na wyjsciu sieci prawie idealnie pokrywaja sig¢ z
sygnatami na wyjSciu czujnikéw, co potwierdza dobre wtasno$ci generalizacyjne
sieci. Wyniki zamieszczone w tabeli 1 ina rysunku 3 potwierdzily, iz
zaprojektowane sieci typu FFN MLP pozwalaja na modelowanie wtasnos$ci
dynamicznych badanych czujnikéw z duza doktadnos$cia w calym zakresie
temperatur, w ktérym przeprowadzone zostaty eksperymenty identyfikacji, tzn.
(0-100 oC).
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3. ROZMYTE MODELOWANIE WEASNOSCI DYNAMICZNYCH
REZYSTANCYJNYCH PIECOW KOMOROWYCH

W projektowaniu uktadéw regulacji temperatury wielu typéw obiektow
elektrotermicznych, w tym rezystancyjnych piecéw komorowych, najczg¢sciej
wykorzystuje si¢ uniwersalne modele parametryczne, wsrod ktérych wazna
pozycje zajmuje model inercyjny I-go rzedu z czasem opdznienia, wyrazony
transmitancja:

19(5‘) — K e—sL
P(s) 1+sN

G(s)= 3)

gdzie: ¢{s), P(s)— transformaty temperatury i mocy grzejnej,
K, N, L — wzmocnienie, stala czasowa i op6znienie obiektu.

Model (3) jest uproszczonym opisem zjawisk zachodzacych w rzeczywistym
obiekcie, ktéry w istocie jest nieliniowym uktadem o parametrach roztozonych,
co wymagatoby stosowania nieliniowych réwnan rézniczkowych czastkowych
[7]. Niekiedy wuproszczenia te prowadza do znacznych rozbiezno$ci
rzeczywistych przebiegéw temperatury w porOéwnaniu z przebiegami
wynikajacymi z tego modelu [8, 9], co sugerowalo by stosowanie modeli
wyzszych rzedéw. Zaleta jednak modelu (3) jest - oprécz prostoty - latwa
interpretacja wystgpujacych w jego opisie parametréow [10]. Wykorzystanie
technik inteligencji obliczeniowej otwiera mozliwo$¢ doktadniejszego
modelowania wlasno$ci obiektéw elektrotermicznych za pomoca prostych
strukturalnie modeli parametrycznych typu (3), co stanowi rozsadny kompromis
pomigdzy ztozonoS$cia 1 adekwatnoscia opisu.

W odniesieniu do analizowanej klasy obiektow elektrotermicznych -
rezystancyjnych piecéw komorowych - funkcjonuja w praktyce opisowe pojecia
»Stalej czasowej poczatkowej” oraz ,stalej czasowej nasycenia” [10], ktére sa
intuicyjnie kojarzone ze zmiennym stopniem nasycenia cieplnego elementéw
konstrukcyjnych obiektéw. Trzeba jednak zauwazy¢, ze rozrdznienie tak
okre$lonych dwoéch statych czasowych ma charakter nieostry, co sugeruje
mozliwo$¢ wykorzystania teorii zbioréw rozmytych i logiki rozmytej w
rozwiazaniu postawionego problemu [11, 12]. Dzieki takiemu podej$ciu mozna
bowiem w jednej strukturze modelu uwzgledni¢ dwa cztony inercyjne I-go rzgdu
o réznych statych czasowych: ,,poczatkowej” i ,,nasycenia”, tak aby przejscie od
jednego modelu do drugiego miato charakter pltynny - zaleznie od stopnia
nasycenia cieplnego warstw izolacyjnych.

Warto zauwazy¢, ze gtéwnym zrédlem opdznienia czasowego L jest czujnik
temperatury [10], tak wigc analizujac zjawiska zachodzace w wymurowaniu
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pieca mozna zatozy¢ bezinercyjno$¢ czujnika, co upowaznia przyjecie w
rozwazaniach L=0.

Rozmyta oceng stanu cieplnego obiektu mozna wyrazi¢ analizujac szybkos¢
zmian jego temperatury d¢ w trakcie odpowiedzi skokowej. Wiadomo bowiem,
ze stan bliski nasyceniu charakteryzuje si¢ malymi zmianami temperatury,
podczas gdy w stanach dynamicznych - kiedy obiekt jest w stanie cieplnym
nienasyconym - temperatura ulega znacznym zmianom. Dla rozréznienia tych
dwéch stanéw nalezy wigc w przestrzeni zmian temperatury d¢ zdefiniowaé
zbiory rozmyte np. Mata i Duza (rys.4).

MdD) 1
0.3
N " dd
dla dvV¥<a
luMulu (dﬁ) = bb_ dv dla a<dd®<b
—a
0 dla do>a
0 dla dv<a
IuDum (dﬂ): dv - a dla a<d®<b
: b—a
1 dla dv>a

Rys. 4. Zbiory rozmyte Mata i Duza w przestrzeni zmian temperatury d ¢}

Realizacja rozmytego modelu obiektu cieplnego sprowadza si¢ do
implementacji ~ systemu  Takagi-Sugeno-Kanga  (TSK) (np. [13])
uwzgledniajacego dwie warto$ci stalej czasowej: poczatkowa N, i nasycenia N,
co wykorzystujac dyskretng forme odpowiedzi obiektu mozna wyrazi¢ jako:

JEZELI d9 jest Duza TO ¥, = w;0,

. . )
JEZELI d®¥ jest Mata TO ¥, = w, 6,
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T T
KA N KA N
przy czym: g = —L2—, 8,= ——1 s w =P, T, |-

r {NHA NP+A} {NH+A Nn+A} =[R2 ]

Przyjmujac typowe sposoby realizacji poszczegdlnych operacji logicznych w
strukturze (4) (np. [13]) mozna wyrazi¢ ostateczna posta¢ modelu rozmytego:

ﬁk =Wy LuDum (dﬁk)ep + Untata (dﬁk) en] (5)

Estymacja parametréw réwnania (5) metoda najmniejszej sumy kwadratéw
wymaga rozwiazania nastgpujacego problemu:

n 2
{a’ b’ Np ° Nn }: arg[njnz(zjk - Wk l;l’lDLéu (d19k ) ’ Hp +ﬂMala(d19k ) ’ 071 ]) (6)
k=1

W celu weryfikacji zaproponowanego rozwiazania porOéwnano przebieg
odpowiedzi skokowej uzyskany dla modelu $ciany pieca uwzgledniajacego
roztozony charakter parametréw oraz modelu rozmytego (rys.5). Parametry
modelu rozmytego wyznaczono zgodnie z (6).

9,°C 5
451 4
4 - i
3.5 - -
3+ N .
Na=15762 s
2.5 1\3):4()945 -
a=4.04-104°C/s
2r 4=2-103°C/s 1
1.5 .
1 | —
0.5 - —
O L L L L L L L 1 L
0 1000 2000 3000 4000 5000 6000 7000 8000 9000 10000

t,s
Rys. 5. Odpowiedz skokowa modelu o parametrach roztozonych (linia przerywana)
i modelu rozmytego (linia ciagta)

Jak wida¢ ,rozmyte potaczenie” dwodch cziondéw inercyjnych 1 rzedu
umozliwia dobre odwzorowanie wilasnosci dynamicznych pieca zar6wno w
poczatkowej fazie odpowiedzi, jak tez w stanie nasycenia cieplnego izolacji.
Jednocze$nie zaproponowany model zachowuje prostote elementéw sktadowych
oraz tatwa interpretowalno$¢ parametrow.
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4. PODSUMOWANIE

W artykule przedstawiono wybrane sposoby wykorzystania metod
inteligencji obliczeniowej dla potrzeb modelowania urzadzen elektrotermicznych
i czujnikéw temperatury. W szczeg6lnosci oméwiono zastosowanie SSN do
modelowania 1 identyfikacji wtasnosci dynamicznych elektrycznych czujnikéw
termometrycznych. W szerokim zakresie temperatur klasyczne modele liniowe
czujnikéw sa niewystarczajace, a SSN umozliwiaja modelowanie nieliniowych
wlasnos$ci dynamicznych czujnikéw i sa dla nich korzystniejsza alternatywa.
Przedstawiono takze wykorzystanie logiki rozmytej w modelowaniu
rezystancyjnego pieca komorowego, ktdry w rzeczywistosci jest nieliniowym
obiektem o parametrach roztozonych. Rozmyte podejscie do modelowania tego
typu obiektéw pozwala uzyska¢ model posiadajacy zdolno$¢ elastycznego
dopasowania si¢ do fazy pracy urzadzenia elektrotermicznego.

LITERATURA

[1]1 Michalski L., Eckersdorf K., Kucharski J. (1998): Termometria. Przyrzady i metody.
Politechnika E.6dzka, £.6dzZ.

[2] Kerlin T.W., Miller L.F., Hashemian H.M. (1978): In-situ response time testing of
platinum resistance thermometers. ISA Transactions, Vol. 17, No. 4, pp.71-88.

[3] Narenda K.S., Parthasarathy K. (1990): Identification and control of dynamical

systems using neural networks, IEEE Transactions on Neural Networks, Vol. 1, No.
1, pp.4-27.

[4] Korbicz J., Obuchowicz A., Ucinski D. (1994): Sztuczne sieci neuronowe, podstawy
i zastosowania. Akademicka Oficyna Wydawnicza PLJ, Warszawa.

[5] Jackowska-Strumilto L. (2004): ANN based modelling and correction in dynamic
temperature measurements in Artificial Intelligence and Soft Computing— ICAISC
2004, (Eds. Rutkowski L., Siekman J., Tadeusiewicz R., Zadeh L.), Springer-Verlag,
Berlin Heidelberg, s. 1124-1129.

[6] Jackowska-Strumilto L. (2009): Modelowanie i korekcja wybranych systemow
nieliniowych z zastosowaniem metod analitycznych i aproksymatorow neuronowych,
Rozprawa habilitacyjna, Zeszyty Naukowe, Politechnika £.6dzka, 1043, £.6dz.

[7] Jakob M. (1958): Heat transfer. John Wiley & Sons, NY.

[8] Lobodzinski W. (1987): Wybrane zagadnienia estymacji parametrow uproszczonego
modelu matematycznego piecéw oporowych komorowych jako obiektéw regulacji
temperatury. Prace PIE, Cz1. z.103/ 1987; cz. 2 z.106 /1988, Warszawa.

[9] Orzylowski M., Lobodzinski W., Sankowski D. (2001): Identyfikacja obiektow
cieplnych metodami czasowymi i czgstotliwosciowymi dla celéw regulacji. Pomiary
Automatyka Kontrola Cz.1: 3/2001, ss.12-14; cz. 2: 4/2001, s.14-17.



266 L. Jackowska-Strumitto, J. Kucharski

[10] Michalski L., Kuzminski K., Sadowski J. (1981): Regulacja temperatury urzqdzen
elektrotermicznych. WNT, Warszawa.

[11] Sugeno M., Yusukawa T. (1993): A Fuzzy-Logic-Based Approach to Qualitative
Modeling. IEEE Trans. on Fuzzy Systems, Vol. 1, No. 1, 1993, pp. 7-31.

[12] Kucharski J. (2008): Fuzzy modeling of chosen electroheat systems. Przeglqd
Elektrotechniczny, 2008, rocznik 84, nr 11, s.189-192.

[13] Piegat A. (1999): Modelowanie i sterowanie rozmyte. EXIT, Warszawa.

METODY SZTUCZNEJ INTELIGENCJI
W MODELOWANIU I IDENTYFIKACJI
OBIEKTOW ELEKTROTERMICZNYCH

Streszczenie

W pracy przedstawiono zastosowanie metod sztucznej inteligencji do
modelowania 1 identyfikacji wybranych obiektéw elektrotermicznych.
Zastosowano sztuczne sieci neuronowe do modelowania i identyfikacji
nieliniowych wtasno$ci dynamicznych dwéch typdw rezystancyjnych czujnikéw
Pt 100 w oslonie umieszczonych w oleju silikonowym. Stosowano
dwuwarstwowe sieci perceptronowe oraz sieci rekurencyjne. Zaproponowano
takze rozmyte podejscie do modelowania wybranej klasy obiektéw cieplnych —
rezystancyjnych piecéw komorowych. W szczegdlnosci uwzgledniono roztozony
charakter parametréw tego typu obiektéw i zaproponowano rozwiazanie, ktére
umozliwia uwzglednienie w modelu zmian parametréw dynamicznych obiektu
wynikajacych ze zmian stopnia nasycenia cieplnego warstw izolacyjnych.
Rozwazania teoretyczne zweryfikowano na drodze symulacyjnej i
eksperymentalnej, dowodzac skuteczno$ci proponowanych metod dla
rozwazanych klas obiektéw, a ogdlnos$¢ przeprowadzonej analizy wskazuje na
mozliwo$¢ rozszerzenia zakresu zastosowar.

Politechnika £.6dzka
Katedra Informatyki Stosowane;j
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